
データサイエンスすいすい会

「時系列のセンサーデータを扱った
Predictive Modelでの予測について」
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ナビゲータ
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◼古幡征史(PhD)

◼株式会社GRI 取締役

◼経歴
• 筑波大学 第三学群社会工学

• 筑波大学大学院 経営・政策科学研究科修了(MS)

• University of Western Sydney, PhD in Computer Science（コンピューターサイエンス博士号）

• Universite Toulouse 1 Capitole, Doctorat en Informatique（コンピューターサイエンス博士号）

• 丸文株式会社/KPMGコンサルティング/北陸先端科学技術大学院大学/University of Southern California/ドワンゴ

◼分野
• データ分析＆シミュレーション

• データ分析基盤構築

• AI開発

• BI構築

• マーケティング、サプライチェーン、物流管理、配送管理、営業、経営、人事管理、財務管理、オークション、制度設計

• 東京ガス、読売新聞、ソニーネットワークコミュニケーションズ、ドワンゴ、アミューズ、ジブラルタ生命保険、野村総
研、東京証券取引所、スパークス、米国運輸省、米国海軍研究所、NASAを含む50社以上
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すいすい会の紹介

4

◼データサイエンスの領域に関して知見を共有しあい、みんなで実践的な
理解度を高めたい

◼自分の知見などを自由に発言してください
（呼び水のテーマ紹介をします）

◼しばらくの期間は、自動機械学習を中心にお話をさせてください

◼資料： GRIホームページ

◼Slack ForecastFlowチャンネル

◼YouTube: GRIチャネル
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過去のすいすい会の動画（YouTube）
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◼ 第１回「ビジネスでAIを活用するための問題設定」

• https://www.youtube.com/watch?v=ppkgYD69NDU

◼ 第２回「アンケートと機械学習」

• https://www.youtube.com/watch?v=-s1PcLQUBNI

• https://www.youtube.com/watch?v=ylVT3OyayEk

• https://www.youtube.com/watch?v=sFVabtfNvIk

◼ 第３回「分類問題の精度評価手法と不均衡データ」

• https://www.youtube.com/watch?v=q6WJDTOgotA

◼ 第４回「自動機械学習での特徴量の作り方」

• https://www.youtube.com/watch?v=Ms52EnCRk8g

◼ 第６回「予測スコアを用いた効果的な施策実施」

• https://youtu.be/8Sm8ex6taE8
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表形式の自動機械学習（AutoML）とは
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◼ 一枚表さえ用意したら、自動で機械学習をさせることができるシステム

ID ターゲット 特徴量１ 特徴量２ 特徴量３ 特徴量４

1 Yes 120 東京 18 A

2 No 80 千葉 18 B

3 Yes 95 神奈川 20 B

4 Yes 60 大阪 25 F

5 Yes 86 東京 26 G

6 No 92 埼玉 22 C

7 No 105 兵庫 15 C

8 Yes 72 埼玉 19 D

9 Yes 88 東京 28 A

継続 解約

サブスク会員

１か月後

ID: 4
会員月数: 60
住所: 大阪
年齢: 25
趣味: F

機械学習： ターゲットを特徴量だけで予測すること
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本日の話題： 時系列のセンサーデータを扱ったPredictive Model
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◼時系列データとは

◼Time-Series ForecastingとPredictive Modelでの予測の違いについて

◼Featuretoolsを用いた時系列データの前処理について

◼飛行機のタービンエンジン機器のセンサーデータを用いて、故障予測
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時系列データとは
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◼観測されたデータを時間軸において、系列として並べたもの

◼時間に縛られたデータであり時間順序がある（時間の前後関係）

◼振幅が激しさやある期間での最大値、最小値が存在する

観測日時
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時系列データの予測の種類
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◼時系列予測（Time-Series Forecasting）

• 集約された時系列データでの数値予測

-各店舗の月次売上金額

◼予期的モデル（Predictive Model）

• 観測データを特徴量に変換して将来起こる事象や数値を予測する

-【回帰】機器の故障までのライフタイム

-【回帰】テレビ番組の視聴率

-【回帰】日本全国の日ごとの結婚式の参列者数

-【分類】飼育牛の発情や分娩
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時系列予測（Time-Series Forecasting）の典型例
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◼集約された時系列データでの予測

• 各店舗の月次売上金額

◼過去の時系列の形状パターンから予測する

• 指数平滑化（Holts & Winters）, MACD

• Prophet, ARIMA

http://tech.fxcomp-plus.com/macd.jsp

MACDでテクニカルトレード

https://facebook.github.io/prophet/

時系列予測の決定版Prophet今までの初手Holt & Winters

https://otexts.com/fpp2/holt-winters.html
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時系列予測の決定版Prophet
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◼Facebookが開発
• https://facebook.github.io/prophet/

◼今までの時系列予測の問題点を克服
• マルチレベルの季節性（月と曜日）

• 特殊イベント（キャンペーン）

• 移動する祝日

• データ欠損

◼TableauでProphetを動かす例
• https://www2.slideshare.net/masabumifuruhata/tdc-20181121
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予期的モデル（Predictive Model）
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◼予期的モデル（Predictive Model）

• 観測データを特徴量に変換して将来起こる事象や数値を予測する

予測したい時点の数値
or ラベルを付ける

時系列データを期間内の
統計値に変換

Last, Max, Mean, Min, STD
RollingCount, …

関係性を予測する
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予測したい時点のラベル付け
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◼ラベルを間違えると、Predictive Modelは崩壊

◼データ収集システムで正確にラベル付けまで効率的に行うべき

◼事後的にまとめてラベル付けをする際、基準作りが重要になってくる

◼例えば、Prophetの変化点検知などを用いて、ラベル付けをしやすくする
• https://facebook.github.io/prophet/docs/trend_changepoints.html
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飛行機のタービンエンジンの故障予測の例
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◼NASAの研究 https://ieeexplore.ieee.org/document/4711414

◼Damage propagation modeling for aircraft engine run-to-failure 
simulation

• 飛行機のタービンエンジン故障データを用いた故障予測

-故障： HPC Degradation, Fan Degradation（劣化）

-ターゲット：

–残存可用時間：Remaining_Useful_Life

-収集データ種別：

–Operation（運行／操作の設定）: 3種類

–センサー: 21種類

-訓練データ： 249エンジン; 61,249行

-テストデータ：188エンジン; 41,214行
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飛行機のタービンエンジンの生データ
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◼ https://public.tableau.com/profile/griinc6648#!/vizhome/NASA_TurbinEngine/1

RUL: 220

RUL: 198

RUL: 206

RUL: 173

RUL: Remaining Useful Life
（残存可用時間）

Time in Cyclesが
100までのデータ
を使う(time-
windowの設定)
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Featuertools
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◼https://www.featuretools.com/

◼特徴量を自動生成するPythonツール

◼良い特徴量を作るわけではなく、総当たり（brute force）で生成

◼成り立ち

• もともとMIT（マサチューセッツ工科大）で開発

• 現在はAlteryxに買収

◼本来はFeaturetoolsだけで特徴量を作るべきではなく、探索的に特徴量を作る
べき。ただし、Featuretoolsにも便利さがある
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Featuertoolsで特徴量の生成
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61,249行

エンジン,
time in cycles, 
3 operational data, 
21 sensor data

249行（エンジン）

294列（エンジン, 
ターゲット, 
100時点のデータから得ら
れた292の特徴量）

Featuretoolsで
特徴量生成
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ForecastFlowで故障予測
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◼エンジンごとのデータセット

◼ターゲット： 100期間のデータに対して、故障までの残り時間(Remaining 
Useful Time)

◼特徴量： 100期間での統計的データ（3 operational data, 21 sensor 
data）

• Max, Min, Last,…

◼データ数：

• 訓練： 249エンジン

• テスト： 188エンジン
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ForecastFlowで故障予測
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ForecastFlowで故障予測
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ForecastFlowで故障予測
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ForecastFlowで故障予測
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今回の結果
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◼あまり良い精度ではないが、時系列データの典型的な手順をダイジェストで紹介

◼ForecastFlowなどで手早く精度が出る特徴量か否かを判断

◼ここから、腕の見せ所になる
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この後の手順
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◼データ操作を頻繁に繰り返して、特徴量エンジニアリングを行う

• センサーデータのように多くのデータ操作が必要な場合、PythonやRでの効率
的な作業ができるのがおすすめ

• 期間の選定、階差、ピーク、スライド、ノイズ除去、ハイパス／ローパスフィ
ルタ、周波数変換

◼大規模な場合、運用を考慮したパイプラインの構築を行う

• データ収集 → データ整形 → 予測推論 → アラート通知 → 対処

◼状況に応じてモデルを分割する

• 例）例えば、いくつかのエンジンの環境によってモデル分割
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より一般的な故障検知モデル
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◼NASAの飛行機の例は、スタティックな問題に簡易化している

◼より動的にするには、Time-Windowをスライドさせる

• どのくらい早期に／ギリギリまで故障の予兆となる特徴量を検知できるか？

◼判別問題にする

劣化ラベル

劣化ラベル

劣化ラベル

劣化ラベル

スライド
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オペレーション的なモデル
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各種センサー 収集 蓄積 データ整形
機械学習
（推論）

可視化／
アラート通知

特徴量エンジニアリング
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今回のまとめ
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◼Time-Series Forecasting と Predictive Modelの違い

◼センサーデータうを使ったPredictive Modelの例を紹介

◼Featuretoolsを使った自動特徴量生成の紹介（限界なども）

◼ForecastFlowを使った自動機械学習の紹介

◼センサーデータを使う機械学習は、多くのデータ操作が必要で、Pythonなどを
使った前処理がおすすめ
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残っている質問（今後、説明していきたい内容）
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◼その他のビジネスの実践例を知りたい

◼どのくらい正解データの数があるべきか

◼効果検証

◼様々な自動機械学習ツールの比較

◼様々なETL/ELTツールの比較

◼特徴量エンジニアリング（時系列編）

◼Feature Store、分析基盤、CDPの説明
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ForecastFlowトライアル・アカウントの配布
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◼訓練する際、最大1,000行になります

◼トライアル・アカウントの詳細ページ

• https://forecastflow.jp/free/

◼申し込みメールを下記へ

• forecastflow@gri.jp

• ForecastFlow無料アカウント申請フォーム

- お名前：

- 所属名：

- 部署名：

- ForecastFlowで利用するメールアドレス：

- イベントパスワード： 2020


